
DeepSeek�MoE(Mixture�of�Experts)概述：是⼀种基于稀疏激活的混合专家模型架构，旨在通过动态激活部分参数来提⾼模型的计算效率和扩展性。

FLOPs：注意s⼩写，是floating�point�operations的缩写（s表复数），意指浮点运算数，理解为计算量。可以⽤来衡量算法/模型的复杂度。

1.�MoE核⼼思想
MoE的核⼼是将传统稠密模型中的全连接层替换为多个专家⼦⽹络（Experts），每个输⼊样本仅激活部分专家（如Top-k），其余保持⾮活跃状态。这种设计实现

了：

计算效率：仅计算活跃专家的参数，FLOPs远⼩于稠密模型。

模型容量：总参数量可极⼤扩展（如万亿级），但实际计算成本可控。

2.�DeepSeek�MoE架构详解
（1）关键组件

专家（Experts）：多个独⽴的FFN（前馈⽹络）模块，每个专家具有相同的结构但不同参数。

⻔控⽹络（Gating�Network）：动态路由机制，决定输⼊token分配给哪些专家（通常选择Top-1或Top-2）。

负载均衡（Load�Balancing）：避免专家之间的激活不均衡，通过辅助损失（Auxiliary�Loss）惩罚倾斜分配。

模型中的数据流

DeepSeek-V3的结构图

DeepSeekMoE�的细粒度专家划分（Fine-Grained�Expert�Partitioning）和�Top-K�动态路由（Top-K�Dynamic�Routing）

DeepSeekMoE�的�细粒度专家划分�+�Top-K�动态路由：

细粒度专家划分：将⼤�FFN�拆分成多个⼩�FFN（⼦专家），提升计算效率和特征学习能⼒。

Top-K�动态路由：每个�Token�只激活少数专家（如�Top-2），降低计算量。

负载均衡：避免某些专家被冷落，确保所有⼦专家都能被充分利⽤。

这种设计特别适合�⼤规模稀疏模型，在保持计算效率的同时，显著提升模型表达能⼒。
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DeepSeekMoE�的�⼦专家计算�核⼼思想是：

拆分⼤矩阵：将�FFN�层的参数矩阵�W11��和�W2拆分为多个⼩矩阵。

并⾏计算：每个⼦专家独⽴处理输⼊的⼀部分特征，最后拼接结果。

动态激活：通过�Top-K�路由选择部分专家，仅计算其⼦专家，显著提升效率。

这种设计在保持模型表达能⼒的同时，⼤幅降低了计算开销，适合⼤规模稀疏化训练。
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DeepSeekMoE（Mixture�of�Experts）是⼀种基于混合专家（MoE）架构的⼤规模稀疏神经⽹络模型，其核⼼思想是通过动态激活部分参数（专家）来处理不同的输

⼊，从⽽在保持计算效率的同时显著增加模型的总参数量。以下是DeepSeekMoE的基本架构及其详细解释：

1.�核⼼架构组成
DeepSeekMoE的整体结构与标准的Transformer类似，但关键区别在于其前馈⽹络（FFN）层被替换为MoE层，其他部分（如注意⼒机制、残差连接、层归⼀化等）

保持不变。主要组件包括：

(1)�MoE层（核⼼模块）

专家（Experts）：每个MoE层包含多个独⽴的FFN（前馈⽹络），称为“专家”（数量可达数千个）。每个专家是⼀个⼩型神经⽹络（如两层MLP），负责处理输

⼊数据的特定特征或模式。

⻔控机制（Gating�Network）：⼀个可训练的⼩型⽹络（通常是⼀个线性层+Softmax），根据输⼊动态计算每个专家的权重（即“重要性分数”），并选择Top-

K（通常K=1或2）专家参与计算。

稀疏激活：对于每个输⼊，仅激活Top-K专家（其余专家被屏蔽），从⽽实现计算的⾼效性。例如，总参数量为100B的模型，实际计算量可能仅相当于15B的稠密

模型。

(2)�其他标准组件

⾃注意⼒层（Self-Attention）：与标准Transformer相同，⽤于捕获全局依赖关系。

残差连接（Residual�Connections）：每个⼦层（注意⼒/MoE）后添加残差连接，缓解梯度消失。

层归⼀化（Layer�Normalization）：应⽤于每个⼦层前或后（Pre-LN或Post-LN）。

2.�关键设计细节
(1)�专家分配策略

负载均衡（Load�Balancing）：通过辅助损失（如“专家利⽤率损失”）确保所有专家被均衡使⽤，避免某些专家被过度激活⽽其他专家未被训练。

局部性感知（Locality�Awareness）：某些设计会考虑输⼊的局部性（如序列位置），将相邻token分配给同⼀专家以减少通信开销。

(2)�路由机制（Routing）

Softmax⻔控：传统的⻔控⽹络通过Softmax输出概率分布，但可能导致“赢家通吃”（少数专家主导）。

Noisy�Top-K�Gating：引⼊噪声（如可训练的⾼斯噪声）并选择Top-K专家，增加探索性。

可微路由（Differentiable�Routing）：通过Gumbel-Softmax等技术使路由过程可微分，便于端到端训练。

(3)�计算效率优化

专家并⾏（Expert�Parallelism）：在分布式训练中，专家被分布在不同设备上，仅需通信激活的专家。

容量因⼦（Capacity�Factor）：为每个专家设置处理token数量的上限，避免过载。超出容量的token会被丢弃或强制路由到其他专家。

3.�训练与推理流程
(1)�训练阶段

动态路由：每个输⼊token独⽴选择专家，导致计算图动态变化。

梯度处理：仅激活的专家接收梯度，其余专家保持静⽌（稀疏更新）。

负载均衡损失：例如，添加损失项以最⼩化专家激活频率的⽅差。

(2)�推理阶段

条件计算：仅需运⾏Top-K专家，显著减少FLOPs。

批处理优化：将相同专家分配的token分组计算，提⾼硬件利⽤率。

4.�DeepSeekMoE可能的改进（与其他MoE对⽐）
细粒度专家设计：可能采⽤不同规模的专家（如⼤⼩专家混合）以提升灵活性。

层级专家分配：在深层⽹络中使⽤不同数量的专家（如浅层专家较少，深层较多）。

跨层共享专家：部分专家在多个MoE层间共享以减少参数。

MLP（Multilayer�Perceptron，多层感知机）�是最基础的前馈神经⽹络（Feedforward�Neural�Network），由多个全连接层（Dense�Layer）堆叠⽽成，能够拟合复

杂的⾮线性函数。

1.�MLP�的基本结构
MLP�由三部分组成：

输⼊层（Input�Layer）：接收原始数据（如特征向量）。

隐藏层（Hidden�Layers）：⾄少⼀个全连接层，通过⾮线性激活函数引⼊表达能⼒。

输出层（Output�Layer）：⽣成最终预测结果（如分类概率、回归值）。

2.�MLP�的优缺点
优点

简单通⽤，适合结构化数据（表格数据）。

可扩展为深度⽹络（如Deep�MLP）。

理论基础扎实（万能逼近定理：MLP可以逼近任何连续函数）。

缺点

对图像、⽂本等⾮结构化数据效果较差（需CNN/RNN）。

全连接层参数量⼤，易过拟合（需Dropout/L2正则化）。

需要特征⼯程（相⽐Tree-based模型更敏感）。

4.�FFN�的作⽤与意义
(1)�为什么需要FFN？
⾃注意⼒层的局限性：⾃注意⼒机制本质是线性变换（加权求和），缺乏⾮线性表达能⼒。

FFN的补充：通过⾮线性激活函数（如ReLU）引⼊更强的变换能⼒。
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图2�|�DeepSeekMoE架构⽰意图。(a)⼦图展⽰采⽤传统top-2路由策略的MoE层；(b)⼦图呈现细粒度专家分割策略；(c)⼦图演⽰共享专家隔离策略的整

合，共同构成完整的DeepSeekMoE架构。值得注意的是，这三种架构的专家参数量和计算成本始终保持不变。

（翻译技术说明：

保留专业术语"top-2路由策略"、"MoE层"等标准译法

"Subfigure"统⼀译为"⼦图"，符合中⽂科技⽂献规范

"showcases/illustrates/demonstrates"分别译为"展⽰/呈现/演⽰"，实现动词多样化

"fine-grained�expert�segmentation"准确译为"细粒度专家分割"

"shared�expert�isolation"译为"共享专家隔离"，保持技术概念⼀致性

补充"共同构成"增强图⽰说明的连贯性

使⽤"始终"强调参数恒定的特性，⽐直译"remain�constant"更符合中⽂表达习惯）
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其中，Ns和Nr分别表⽰共享专家和路由专家的数量；FFNi(s)(·)和FFNi(r)(·)分别表⽰第i个共享专家和第i个路由专家；Kr表⽰被激活的路由专家数

量；gi,t是第i个专家的⻔控值；si,t表⽰第t个令牌与第i个专家的亲和度得分；ei是第i个路由专家的中⼼向量；Topk(·,�K)表⽰根据第t个令牌与所有路

由专家计算的亲和度得分选取前K个最⾼分组成的集合。与DeepSeek-V2略有不同，DeepSeek-V3使⽤sigmoid函数计算亲和度得分，并对所有选中

的亲和度得分进⾏归⼀化处理以⽣成⻔控值。

DeepSeek-V3�MoE

其中，NsNs�和NrNr�分别表⽰共享专家和路由专家的数量；FFNi(s)(�)和FFNi(r)(�)分别表⽰第i个共享专家和第i个路由专家；Kr�表⽰被激活的路由

专家数量；gi,t�是第i个专家的⻔控值；si,t�是第t个令牌与第i个专家的亲和度；ei�表⽰该层中第i个路由专家的质⼼；Topk(�,K)Topk(�表⽰根据第t个

令牌与所有路由专家的亲和度计算出的前K个最⾼分组成的集合。

（注：专业术语说明）

FFN:�前馈⽹络（FeedForward�Network）

Topk:�选取前K个最⼤值

质⼼:�聚类中⼼向量（在路由专家中指代该专家的代表性向量）

令牌（token）:�可理解为输⼊序列中的单个元素（如单词/词元）

对于FFNs，采⽤了DeepSeekMoE架构。DeepSeekMoE有两个关键思想：将专家分割为更细粒度以实现更⾼的专家专业化和更准确的知识获取，以

及隔离⼀些共享专家以减少路由专家之间的知识冗余。

图2�|�DeepSeek-V2架构⽰意图。MLA（记忆⾼效注意⼒机制）通过⼤幅减少⽣成过程中的KV缓存来实现⾼效推理，⽽

DeepSeekMoE（深度求索混合专家系统）则通过稀疏架构以经济成本训练强⼤模型。

（说明：采⽤技术术语统⼀翻译策略，保持MLA和DeepSeekMoE的英⽂缩写+中⽂全称的规范格式；"economical�cost"译为"经济成

本"以突出性价⽐；"sparse�architecture"译为"稀疏架构"符合机器学习领域术语习惯；整句采⽤分号衔接两个技术优势，保持原⽂的

并列逻辑关系）

DeepSeekMoE

MoE的⻔控⽹络，发挥着分配权重给各个专家模型。

在Mixture�of�Experts�(MoE)�架构中，⻔控⽹络（Gating�Network）的核⼼作⽤是根据输⼊数据动态分配权重给各个专家模型。以下是⻔控⽹络的详细解释和具体⽰例：

在DeepSeek-V2架构中，Transformer�Block模块是串⾏（顺序）连接的，即⼀个Block的输出作为下⼀个Block的输⼊。这种设计是标准Transformer架构的核⼼特点，也是⼤

多数现代⼤语⾔模型（如GPT、BERT等）的基础结构。

关键点说明：

串⾏连接：

每个Transformer�Block（包含⾃注意⼒层、前馈⽹络、残差连接和归⼀化层）按顺序堆叠，前⼀层的输出作为后⼀层的输⼊。

这种设计允许模型逐步提取更深层次的语义和语法特征。

并⾏化组件：

虽然Block之间是串⾏的，但单个Block内的某些计算（如⾃注意⼒机制中的多头注意⼒、前馈⽹络）是并⾏处理的（同⼀层内不同头的计算）。

模型训练时可以通过GPU/TPU的并⾏计算能⼒加速（如不同样本或序列位置的并⾏处理）。

与MoE架构的关系（如果适⽤）：

DeepSeek-V2可能采⽤了混合专家（Mixture�of�Experts,�MoE）技术，其中部分前馈⽹络由多个专家⼦⽹络组成，但路由机制是动态的。即便如此，主⼲的

Transformer�Block连接仍是串⾏的，MoE仅作⽤于前馈层的内部计算。

为什么不是并⾏连接？

如果多个Block完全并⾏（如分⽀结构），会破坏Transformer的顺序依赖性建模能⼒，导致难以处理语⾔中的层次化特征。串⾏堆叠是保证逐步抽象和信息流动的关键设

计。

如果需要更具体的DeepSeek-V2实现细节（如特殊的模块设计或优化），建议参考官⽅技术报告或开源代码（如果有）。⽬前公开信息显⽰其主⼲架构遵循了Transformer的经

典串⾏堆叠⽅式。
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在�DeepSeek-V2（以及标准的�Transformer�架构，如�GPT、BERT�等）中，输⼊模型的�每⼀个�token�都必须�依次经过所有的�Transformer�Blocks（层），即：

前⼀层的输出作为后⼀层的输⼊，逐层传递。

每个�token�都会经过所有层的计算，最终得到其最终的上下⽂相关表⽰（即最后⼀个�Block�的输出）。

不是仅经过⼀个�Block�就得到最终输出，否则模型的深度（层数）就没有意义了。

具体流程：

输⼊句⼦：假设输⼊是�"DeepSeek�is�great"，token�化为�["DeepSeek",�"is",�"great"]。

Embedding�层：每个�token�⾸先被映射为⼀个向量（如�4096�维）。

逐层传播：

第�1�层（Block�1）：接收初始�token�嵌⼊（加上位置编码），计算�self-attention�和�FFN，输出新的表⽰。

第�2�层（Block�2）：以第�1�层的输出作为输⼊，再次计算�self-attention�和�FFN，输出更抽象的表⽰。

...

第�N�层（Block�N）：最后⼀层输出的�token�表⽰就是模型的最终表⽰。

输出：每个�token�经过所有�N�层后，得到其在上下⽂中的最终编码。

为什么需要所有层？

浅层（低层）：捕捉局部语法、词义（如�"is"�作为动词）。

深层（⾼层）：捕捉复杂语义、⻓距离依赖（如�"DeepSeek"�和�"great"�之间的关系）。

模型深度（层数）：通常层数越多（如�32�层、64�层），模型能⼒越强，但计算成本也越⾼。

对⽐你的两种情形：

正确情形：每个�token�经过所有�Blocks�后才得到最终输出（标准�Transformer�的⾏为）。

错误情形：每个�token�仅经过⼀个�Block�就输出（这会极⼤限制模型能⼒，相当于只有�1�层⽹络）。

例外情况（⾮主流架构）：

某些�动态路由（Dynamic�Routing）�或�早期退出（Early�Exiting）�的模型可能允许部分�token�跳过某些层，但�DeepSeek-V2�和主流�Transformer�均不采⽤这种⽅式。

总结：DeepSeek-V2�中，每个�token�必须顺序通过所有�Transformer�Blocks，最终输出是最后⼀层的结果。
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DeepSeek-V2�的�Transformer�Block�模块采⽤串⾏连接（即顺序堆叠）⽽⾮并⾏连接，这是基于�Transformer�架构的核⼼设计原则和实际应⽤效果的考量。下⾯从原理和

具体例⼦两⽅⾯详细解释：

为什么�Transformer�Block�是串⾏连接的？
逐层特征抽象

Transformer�的核⼼思想是通过多层堆叠（如�12/24/32�层）逐步提取更⾼阶的语义特征。每⼀层的�Self-Attention�和�FFN�模块会对输⼊进⾏⾮线性变换，前⼀层的输

出是后⼀层的输⼊，这种串⾏⽅式允许⽹络逐步细化表征（例如：从局部语法到全局语义）。

梯度传播稳定性

串⾏连接通过残差连接（Residual�Connection）和层归⼀化（LayerNorm）确保梯度能够有效反向传播⾄浅层。并⾏结构可能破坏梯度的连贯性，导致训练困难。

计算效率与硬件友好性

串⾏结构的计算是顺序的，显存占⽤和计算流更易优化（如�pipeline�并⾏）。并⾏结构需要同时处理多个分⽀，可能增加显存开销和调度复杂度。

注意⼒机制的依赖性

Self-Attention�需要依赖前⼀层的上下⽂表征来构建当前层的全局关系。并⾏连接会强制不同层独⽴计算注意⼒，破坏上下⽂连贯性。

并⾏连接的替代⽅案及问题（反例）

虽然标准�Transformer�采⽤串⾏连接，但某些研究尝试过并⾏化设计，以下是两个例⼦及其局限性：

例⼦1：Go�Wider�Instead�of�Deeper（宽度并⾏）

结构：将多个独⽴的�Transformer�Block�并⾏排列，通过拼接或加权融合它们的输出。

问题：

各分⽀的注意⼒计算相互独⽴，⽆法建⽴跨层依赖（如低层局部信息与⾼层全局信息的交互）。

参数量激增但效果提升有限，计算效率低下。

例⼦2：Switch�Transformer（条件并⾏）

结构：通过⻔控机制（Gating）在多个专家模块（FFN）之间并⾏路由输⼊，但仍是串⾏主⼲的扩展。

局限性：

仅限�FFN�部分并⾏化，Self-Attention�仍需串⾏计算以维持上下⽂连贯性。

需要复杂的负载均衡策略，否则容易引发训练不稳定。

串⾏连接的实际优势案例

DeepSeek-V2�的深度堆叠

通过�64�层串⾏�Transformer�Block，模型能逐步解析⻓⽂档的复杂逻辑（如数学推导或法律条款），低层捕捉局部语法，⾼层整合全局推理。

若改为并⾏，不同深度的注意⼒层⽆法协同建模层次化特征。

BERT/GPT�的预训练

BERT�的�12/24�层串⾏结构使其能分层学习词汇、句法和语义信息。并⾏化会破坏这种层次化学习过程，导致微调性能下降。

总结

串⾏连接是�Transformer�的基⽯，因其符合特征逐步抽象和梯度传播的需求。并⾏化尝试往往以牺牲模型连贯性或效率为代价，仅在特定场景（如�MoE）中有有限应⽤。

DeepSeek-V2�的串⾏设计确保了其在⻓上下⽂理解和复杂推理任务中的有效性。
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